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BAB II 

TINJAUAN PUSTAKA DAN DASAR TEORI 

 

2.1 Tinjauan Pustaka 

Penggunaan OLAP (Online Analytical Processing) untuk analisis data di 

perguruan tinggi diperlukan untuk memudahkan analisis data dan kebutuhan data 

dalam memonitor mutu data perguruan tingggi, eksplorasi OLAP bertujuan untuk 

menggabungkan ketepatan dan detail data perguruan tinggi dengan kekayaan 

informasi. Sementara beberapa teknik untuk membuat, menerbitkan, dan 

permintaan kubus sudah tersedia, sedikit yang telah dikatakan tentang bagaimana 

mengontekstualisasikan kubus-kubus ini dengan data situasional dengan cara sesuai 

permintaan (Gallinucci dkk., 2018). 

Berkat sensor terdistribusi spasial, aplikasi CPS (Cyber-Physical System) 

mengakumulasi sejumlah besar data heterogen. Sistem memungkinkan beberapa 

pembuat keputusan untuk bersama-sama merencanakan tindakan, aplikasi ini 

membutuhkan alat yang tepat untuk penyimpanan, analisis, dan visualisasi data 

yang tersedia secara efisien. Gudang Data Spasial telah membuktikan efisiensinya 

dalam menjalankan operasi ini. Namun, karena meningkatnya jumlah data, proses 

ETL (Extract-Transform-Load) yang bertugas mengumpulkan data dari beberapa 

sumber data dalam repositori penyimpanan data terpadu) umumnya gagal 

memperbarui sumber data warehouse dalam waktu jendela yang telah ditentukan. 

Untuk mengatasi masalah ini,sistem mendistribusikan tugas-tugas ETL (Extract-

Transform-Load) melalui grid sumber daya komputasi. pendekatan ini 

memungkinkan penggunaan bersama data arsip dan real time untuk pelaporan yang 

dipersonalisasi dan visualisasi layanan yang dibayangkan  pembuat keputusan yang 

menggunakan aplikasi CPS (Cyber-Physical System) (Boulekrouche dkk., 2015). 

Untuk mencapai operasi roll up pada hierarki dimensi, algoritma partisi dan 

linierisasi untuk menyimpan dimensi dan ukuran, algoritma pemilihan chunk untuk 

mengoptimalkan kinerja proses analisis OLAP dan Map Reduce OLAP 

(Online Analytical Processing). Teknik-teknik utama HoLap termasuk arsitektur 

sistem, dimensi definisi, pengkodean dimensi dan traverse, partisi, penyimpanan 
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data, OLAP (Online Analytical Processing), dan algoritma pemuatan data, HoLap 

(Hybrid OLAP) pada aplikasi nyata dan membandingkannya dengan Hive, 

HadoopDB, HBaseLattice, dan OLAP for Cloud. Hasil percobaan menunjukkan 

bahwa HaoLap meningkatkan efisiensi pemuatan data, dan memiliki keuntungan 

besar kinerja OLAP dari kumpulan data ukuran dan kompleksitas kueri, dan 

sementara itu HoLap juga sepenuhnya mendukung operasi dimensi (Jie dkk., 2015). 

Dalam beberapa tahun terakhir, universitas mulai semakin menyadari 

bahwa mereka terlibat dalam persaingan yang ketat. Mereka juga mulai 

mengumpulkan sejumlah besar data tingkat siswa yang dapat membantu dalam 

mendapatkan informasi yang bermanfaat, termasuk pembandingan yang jauh lebih 

terperinci daripada yang tersedia saat ini dan yang dapat mereka gunakan untuk 

memposisikan diri mereka lebih baik di pasar. Dalam konteks ini ada kebutuhan 

yang jelas tentang alat yang mendukung proses pengambilan keputusan dan 

menawarkan informasi yang sangat akurat. Di sisi lain sistem pendukung keputusan 

yang didorong oleh data adalah teknologi matang yang telah membuktikan 

keefektifannya dalam bisnis dan manajemen. Decision Support System (DSS) yang 

didorong data yang paling umum dibangun menggunakan repositori data pusat yang 

disebut data warehouse di mana data dikumpulkan dalam bentuk yang konsisten 

dan tidak berlebihan dari semua sistem operasional organisasi dan kadang-kadang 

dari sumber eksternal dengan tujuan untuk menyediakan versi tunggal yang ideal., 

sumber pengetahuan, kebutuhan informasi dan sejauh apa kebutuhan informasi ini 

saat ini dipenuhi oleh sistem informasi universitas di Rumania. Persyaratan ini akan 

berfungsi sebagai titik awal untuk pengembangan sistem pendukung keputusan 

berbasis data untuk pendidikan tinggi (Gorgan, 2015). 

Sekarang ini alat dan teknologi data warehouse tidak dapat menangani 

proses load dan analytic data menjadi informasi yang bermakna bagi pimpinan 

tertinggi. Teknologi big data harus diimplementasikan untuk memperluas solusi 

data warehouse yang ada. Universitas mempunyai sejumlah data yang besar 

sehingga data akademik dalam universitas telah tumbuh secara signifikan dan 

menjadi data akademik yang besar. Kumpulan data ini kaya dan terus berkembang. 

Manajemen tertinggi Universitas membutuhkan alat untuk menghasilkan informasi 
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dari catatan. Informasi yang dihasilkan diharapkan dapat mendukung proses 

pengambilan keputusan manajemen tingkat atas. Big data dapat diimplementasikan 

dengan data warehouse untuk mendukung proses pengambilan keputusan. Dalam 

hal ini Hadoop sebagai instrumen analitik big data untuk diimplementasikan untuk 

penyajian data (Santoso dan Yulia, 2017). 

Deteksi api secara otomatis dalam video yang direkam dari kamera 

pengintai merupakan topik penelitian saat ini, karena deteksi kebakaran harus 

akurat dan cepat. Penelitian “Deteksi api untuk aplikasi pengawasan video 

menggunakan model warna ICA (Imperialist Compitive Algorithm)  K-medoid 

based dan fitur visual spatio-temporal yang efisien” mengusulkan dan 

mengevaluasi metode deteksi kebakaran yang efisien. Kontribusi dari metode ini 

ada tiga yang pertama ICA (Imperialist Compitive Algorithm) yang kuat model 

warna berbasis K-medoids pertama kali dikembangkan untuk secara andal 

mendeteksi semua kandidat wilayah kebakaran dalam sebuah adegan, yang kedua 

teknik deteksi gerakan dengan intensitas gerak diperkenalkan untuk hanya 

mengekstraksi wilayah yang mengandung gerakan bersama dengan tingkat 

intensitas gerakan dari setiap piksel yang bergerak, yang kemudian digunakan 

untuk menganalisis karakteristik api, yang ketiga satu set fitur spatio-temporal baru 

yang memiliki karakteristik berbeda dari api api diekstraksi dari kandidat daerah 

api yang dimasukkan ke dalam classifier mesin vektor untuk membedakan daerah 

api nyata dari yang tidak nyata. Hasil eksperimental untuk satu set dataset video 

dan benchmark api yang disediakan dalam penelitian mengkonfirmasi bahwa 

metode yang diusulkan mengungguli pendekatan deteksi kebakaran, memberikan 

akurasi deteksi tinggi dan tingkat deteksi palsu yang rendah (Hashemzadeh dan 

Zademehdi, 2019). 

Analisis Clustering adalah proses membagi satu set objek menjadi 

himpunan bagian yang tidak saling tumpang tindih. Setiap subset adalah sebuah 

cluster, sehingga objek dalam cluster mirip satu sama lain dan berbeda dengan 

objek di cluster lain. Sebagian besar algoritma dalam partisi pengelompokan 

terjebak dalam optimalisasi dan sensitivitas terhadap inisialisasi dan pencilan. di 

mana k kluster data adalah jumlah cluster dan m adalah jumlah objek yang 
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diperlukan untuk memperbarui medoids dari cluster. Perbandingan antara algoritma 

K-medoids dan algortima klaster yang lain untuk dataset yang lebih besar 

menunjukkan K-medoids unggul dari algoritma yang lainnya dalam hal kecepatan 

dan akurasi (Zadegan dkk., 2013). 

 

2.2 Data Warehouse 

Data Warehouse adalah kumpulan teknik untuk menghasilkan repositori 

tunggal dengan skema terpadu untuk menampung semua data dari sumber yang 

heterogen. Proses ini mencakup semua operasi dalam mengimpor data dari sumber 

operasional, membersihkan dan mentransformasikan untuk memuat ke dalam data 

warehouse. Proses ini juga memegang peranan operasi memperbarui gudang data 

menyegarkan data untuk memuat data baru sehingga dapat dilihat sebagai tampilan 

multidimensi oleh pengguna, sebagai analisa data, dan untuk laporan pengguna. 

Data Warehouse dapat dianggap sebagai tahap perantara antara analysis dan 

sumber data yang memegang semua operasi konversi data historis menjadi 

pengetahuan, seperti yang digambarkan pada gambar (2.1). Definisi paling umum 

untuk data warehouse adalah berorientasi pada subjek, pengumpulan data yang 

terintegrasi, varian waktu, dan tidak fluktuatif dalam mendukung proses 

pengambilan keputusan manajemen (Inmon, 2002). 

 

Gambar 2.1 Data Warehouse (Khalaf dan Obaid, 2017) 
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2.3 OLAP (Online Analitycal Procesing) 

OLAP (Online Analytical Procesing) adalah teknologi yang memanfaatkan 

tampilan multidimensi dari data agregat untuk menyediakan akses cepat ke 

informasi strategis sebahai tujuan analisis lanjutan (Codd dkk., 1995). OLAP 

(Online Analitycal Procesing) memungkinkan pengguna untuk mendapatkan 

pemahaman dan pengetahuan yang lebih dalam tentang berbagai aspek data  

perusahaan mereka melalui akses interaktif yang cepat, konsisten, ke berbagai 

kemungkinan tampilan data. Model yang lebih baik dari dimensi sebenrarnya dapat 

dimanfaatkan oleh perusahaan dengan sedemikian rupa menggunakan teknologi 

OLAP (Online Analitycal Procesing)  (Hamoud dan Obaid, 2014). 

OLAP (Online Analytical Procesing) adalah kumpulan aturan yang 

menyediakan kerangka dimensional yang dapat mendukung manajemen pimpinan 

untuk sebuah keputusan (Kimball dan Ross 2002). Kemudian mendeskripsikan 

OLAP sebagai sebuah teknologi yang menggunakan gambaran multidimensi 

sejumlah data untuk menyediakan akses yang lebih cepat untuk keperluan analisis 

lanjutan (Connoly dan Begg, 2010). Sementara dalam beberapa kasus, analisis 

OLAP didasarkan pada konsep hierarki untuk menyatukan data dan untuk membuat 

logical view sepanjang dimensi data warehouse (Vercellis, 2009). Sebuah konsep 

hierarki menjelaskan sebuah kumpulan data dari tingkat konsep yang rendah ke 

tingkat konsep yang tinggi dapat ditunjukan pada gambar 2.2. 

 

Gambar 2.2 Proses OLAP  (Santoso dan Yulia, 2017) 

 

Dalam sistem basis data relasional, kubus OLAP (Online Analytical 

Procesing) disusun dari tabel fakta dan satu atau beberapa dimensi tabel. Tabel 
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fakta adalah tabel relasional dalam gudang data yang menyimpan nilai terperinci 

yang dilakukan pengukuran. Sebagai contoh nilai untuk perubahan relatif dalam 

data. Namun dimensi dimensi lebih abstrak, hanya berisi satu baris untuk setiap 

data anggota dalam tabel fakta. Digunakan untuk membuat ringkasan dan agregat 

data dalam tabel fakta. Perhitungan ad hoc dan analisis statistik juga dapat dicapai, 

tetapi khusus untuk vendor. Analysis Services yang digunakan mampu melakukan 

perhitungan data yang kompleks (Nadim dkk., 2004). 

2.3.1 Keistimewaan OLAP 

1. Memberikan pandangan logical serta multi dimensional dalam data 

warehouse kepada pengguna analisis data. 

2. Mempunyai fasilitas analisis query yang dapat bekerja secara interaktif dan 

kompleksitas. 

3. Dapat melakukan teknik drilldown untuk memperoleh rincian data dengan 

lebih jelas atau roll up untuk agregasi metric dalam satu dimensi bisnis 

maupun multi dimensi. 

4. Memiliki kemampuan untuk menampikan data yang rumit dan 

perbandingan. 

5. Mampu menghasilkan data dalam berbagai cara dalam bentuk gambar, grafik 

diagaram. 

2.3.2 Teknik OLAP 

 Beberapa teknik OLAP yang sering digunakan ada lima yang disingkat dalam 

FASMI (Fast Analysis of Shared Multi-dimensional Information). Teknik 

tersebut merupakan teknik dalam pemrosesan data OLAP (Online Analytical 

Procesing)  berikut penjelasannya: 

1. Fast 

Memiliki target yang cepat untuk memberikan respon secepat mungkin pada 

pengguna terhadap analisis yang dilakukan. 

2. Analysis 

 Mampu meenganalisa dan mengatasi berbagai data bisnis serta analisis 

statistik yang sesuai dengan aplikasi dan pengguna. 
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3. Shared 

Mampu melakukan pengamanan data yang diperlukan dengan berbagai 

banyak akses penulisan data, pembatasan akses untuk level pengguna dan 

pengguna tidak perlu menulis data kembali maka perlu disesuaikan dengan 

level pengguna. dapat menyelesaikan multiple update dalam satu waktu 

dengan aman. 

4. Multidimensional 

Sistem mampu memberikan conceptual view dari data secara 

multidimentional, baik full support hierarki maupun multiple support 

hierarki. Tekni ini merupakan hal yang logis untuk melakukan analisis bisnis 

suatu organisasi. 

5. Information 

 Informasi yang diperlukan relevan bagi aplikasi. Produk OLAP tidak sama 

dalam menghandel input data, yang tergantung pada beberapa pertimbangan 

duplikasi data, penggunaan disk space, penggunaan RAM, performance, 

integrasi terhadap data warehouse, dan sebagainya, seluruh informasi data 

relevan bagi pengguna. 

2.3.3 Penyimpanan dalam OLAP 

1. Multidimensional Online Analitycal Processing (MOLAP) 

 Struktur data agregasi multidimensi pada OLAP server menghasilkan 

kecepatan penampilan query yang sangat bagus. Penyimpanan ini biasanya 

digunakan untuk database skala kecil menengah. 

2. Relational Online Analitycal Processing (ROLAP) 

Data kubus multidimensi menggunakan tabel pada database relasional. 

Teknik penyimpanan ini dengan cara  mengakses langsung tabel fakta pada 

saat membutuhkan jawaban query.. 

3. Hybrid Online Analitycal Processing (HOLAP) 

 Gabungan antara Multidimensional Online Analitycal Processing dan 

Relational Online Analitycal Processing, data tersimpan pada trelasional 

tabel, teknik penyimpanan ini bagus untuk data yang besar. 
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2.3.4 Desain Sistem Informasi 

Deskripsi deployment Model OLAP perguruan tinggi, user pimpinan 

mengakses aplikasi online OLAP yang menampilkan laporan-laporan kebutuhan 

untuk kebutuhan analisis data realtime perguruan tinggi, misalnya laporan jumlah 

peminat daftar mahasiswa baru pada kurun waktu rentang 3 tahun, kemudian data 

lulusan tiap rentang 3 tahun menampilkan kebutuhan-kebutuhan sesuai kebutuhan 

untuk evaluasi, sekaligus sebagai dasar pengendalian kualitas mutu perguruan 

tinggi, data-data tersebut diolah dari dataware house, data warehouse sendiri 

merupakan kumpulan data tersimpan dari data-data sistem informasi pada 

perguruan tinggi (Salinas, 2017). 

2.4 Metode Clustering K-Medoids 

Clustering adalah suatu proses pengelompokan partisipan data ke dalam kelas-

kelas atau klaster-klaster berdasarkan kesamaan atribut - atribut di antara 

kelompok-kelompok data. Tujuan dari proses pengelompokan adalah untuk 

mengelompokkan data ke dalam klaster data, sehingga objek dalam sebuah klaster 

memiliki kemiripan yang sangat besar dengan objek data lain pada klaster yang 

sama, tetapi tidak sangat mirip dengan objek pada klaster lainnya. Salah satu 

karakteristik dari clustering adalah kinerja yang baik atau optimal jika klaster 

menghasilkan data yang berisi data dengan tingkat kesamaan (similarity) yang 

tinggi pada klaster dan tingkat kesamaan yang rendah pada hasil cluster yang 

berbeda (Jain dkk., 1999). 

2.4.1 K-medoids 

Algoritma K-medoids juga dikenal sebagai kopling di sekitar medoid. 

Algoritma K-medoids adalah metode kopling untuk mengambil nilai rata-rata objek 

dalam sebuah klaster sebagai titik referensi, medoid yang disaring adalah objek 

dalam sebuah klaster yang paling terkonsentrasi. 

Setiap jenis pengelompokan memiliki kelebihan dan untuk masing-masing 

kelemahan. Jenis-jenis clustering mampu menangani pengaruh outlier yaitu 

median, sehingga mengembangkan metode alternatif yang dapat mengelompokkan 

data yang mengandung outlier yaitu K-medoid. Sedangkan outlier adalah 
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pengamatan pada serangkaian data yang terlihat tidak konsisten dari penyisihan 

data tersebut (Johnson dan Winchern, 1998). Pada analisis cluster keberadaan 

outlier dapat menyebabkan klaster yang terbentuk menjadi tidak representatif 

(Barnet dan Lewis, 1994).  

K-medoids adalah salah satu metode pengelompokan tanpa hierarkis 

menggunakan median sebagai pusat dari klasternya. K-medoids adalah salah satu 

teknik pengklasteran yang mirip dengan k-means. Tetapi perbedaannya cukup 

dibangun pada data K-medoids / objek yang dipilih sebagai pusat dari cluster 

(medoid). Metode ini menggunakan data yang terletak di tengah-tengah klaster, 

maka metode ini lebih kuat terhadap Outlier (Pencilan) dibandingkan dengan 

metode k-means (Kaufman dan Rousseuw, 1990). Medoid dapat diartikan sebagai 

objek klaster yang memiliki rata-rata jarak terkecil ke objek lain, dengan kata lain 

adalah objek yang terletak di tengah data klaster. Analisis ini meminimalkan 

ketidaksetaraan memiliki setiap objek di cluster menggunakan nilai kesalahan 

absolut ditunjukan oleh rumus 2.1. 

𝐸 = ∑        ∑ |𝑃𝑖𝑐 − 𝑂𝑐   |
𝑛𝑐
𝑖=1

𝑘
𝑐=1                                                                (2.1) 

Dimana 𝑛𝑐 menunjukkan jumlah objek dalam gugus ke c, 𝑝𝑖𝑐 menunjukan 

objek non medoid i di klaster ke c, sedangkan 𝑂𝑐 menunjukkan nilai medoids di 

klaster ke c. sedangkan untuk mengitung jarak antar data menggunakan rumus 

berikut  

             d(x, y) = |x − y| = √∑  (xi − yi)
2n

i=1                                                            (2.2) 

Dimana  d adalah jarak antara x dan y, x adalah data pusat klaster, y adalah 

data pada atribut, i adalaha setiap data, n adalah jumlah data, xi adalah data pada 

pusat klaster ke i dan yi  adalah data pada setiap data ke i. Untuk  langkah-langkah 

algoritma K-medoid dapat ditunjukkan pada gambar  Flowchart 2.3 berikut  
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Gambar 2.3 Flowchart Algoritma K-medoids 

 

2.4.2 Data Pra-Pemrosesan 

Data pra pemrosesan perlu dilakukan sebelum melakukan penambangan data 

untuk memastikan data yang akan diolah dalam data mining merupakan data yang 

valid. Ada beberapa kasus yang menyebabkan kualitas data yang kurang baik yang 

disebabkan beberapa hal yaitu 

1. Tidak lengkap yaitu data yang tidak memiliki nilai atribut atau hanya berisi 

agregat data. 

2. Bising adalah data yang masih mengandung kesalahan dan berisi data yang 

tidak adil (Anomali/Outlier) karena instrumen pengumpulan data yang 

Mulai 

Langkah 1 : Memilih Acak k User untuk k medoid, 

masing-masing medoid merepresentasikan sebuah kluster 

Langkah 2 : menetapakan user model kedalam kluster 

menurut kemiripan 

Langkah 3 : menghitung ulang k medoid menurut ukuran 

kesamaan 

kriteria 

yang 

diakhiri 

puas? 

dihentikan 

Selesai 

Tidak 

Ya 
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digunakan mungkin salah, human error atau komputer yang terjadi pada saat 

pemasukan data, kesalahan dalam pengiriman data. 

3. Tidak konsisten, yaitu data yang berisi perbedaan kode dan nama atau data 

pendek yang tidak konsisten. Transformasi data ditunjukkan pada gambar 2.4. 

 

Gambar 2.4 Transformasi data (Dewi dkk., 2017) 

 

Preprocessing dapat dilakukan dengan beberapa teknik yaitu: 

1. Pembersihan Data  

Dilakukan antara lain mengisi nilai yang hilang, dengan cata identifikasi outlier, 

menangani kebisingan data, memvalidasi data yang tidak konsisten dan 

memininalisir redudansi ataupun duplikasi data akibat integrasi data. 

2. Integrasi Data  

Menggabungkan data dari berbagai sumber data. Integrasi data dapat dilakukan 

apabila data berasal dari sumber yang berbeda sumber. (sumber data tidak hanya 

dari satu sumber data tetapi lebih). 

3. Transformasi Data  

Mengubah suatu data menjadi data yang mempunyai nilai lebih dalam kualitas. 

Transformasi data dapat dilakukan dengan cara menghilangkan noise dari data 
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(smoothing), agregation data, data generalisasi, data normalisasi, dan pemberian 

atribut / fitur. 

4. Pengurangan Data  

Reduksi data yaitu langkah-langkah untuk mengurangi dimensi, atau 

mengaitkan jumlah data. Proses itu akan dilakukan antara kubus agregasi data 

lainnya, diskritisasi, pengurangan dimensi dan kompresi data. 

2.4.3 Fase Iteratif 

Pada fase ini, kualitas klaster ditingkatkan dengan menerapkan teknik Hill 

Climbing. Teknik ini secara iteratif meningkatkan kualitas klaster dalam fase yaitu 

dengan mengganti medoid yang tidak baik. dalam fase ini, titik data ditugaskan 

untuk masing-masing pusat klaster dan evaluasi klaster dilakukan. Untuk 

mengevaluasi kualitas pengelompokan dipertimbangkan dengan Davies Bouldin 

Indeks (DBI) (Legany dkk.,2006).  

Kriteria Davies Bouldin didasarkan pada rasio dalam klaster dan antara 

jarak klaster. Dalam formulasi K-medoids, kekompakan klaster yang sesuai dan 

pemisahan di antara data adalah parameter utama yang membedakan satu klaster 

dengan klaster yang lain. Davies-Bouldin- Indeks adalah salah satu ukuran tersebut 

dan karenanya telah dipilih untuk evaluasi klaster. Ukuran klaster data dalam DBI 

(Davies-Bouldin-Indeks) didefinisikan pada rumus 2.2 sebagai berikut: 

      DB =
1

𝐾
∑ 𝑚𝑎𝑥𝑗≠1

𝑘
𝑗=1 𝐷𝑖𝑗                                                                        (2.3)  

di mana 𝐷𝑖𝑗 adalah rasio antara jarak klaster untuk klaster ke-i dan ke-j seperti 

yang didefinisikan pada (2.3). 

𝐷𝑖.𝑗 =(𝑑̅𝑖+𝑑𝑗)|𝑑𝑖𝑗                                                        (2.4) 

Dimana 𝑑𝑖𝑗 adalah jarak rata-rata antara setiap titik dalam gugus i dan pusat massa 

dari gugus i. 𝐷𝑖𝑗 adalah rata-rata jarak antara setiap titik di cluster ke-i dan pusat 

massa dari cluster ke-j. 𝑑𝑖𝑗 adalah jarak antara centroid dari gugus ke-i dan ke-j. 

Nilai maksimum 𝑑𝑖𝑗 mewakili kasus terburuk di antara antar klaster rasio untuk 

klaster i. Solusi pengelompokan optimal memiliki nilai indeks Davies-Bouldin 

terkecil. Jika nilainya dikembalikan oleh evaluasi ini metrik lebih besar dari 
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ambang (diambil sebagai 0,4), medoid tersebut disebut sebagai medoid buruk dan 

diganti dengan medoid yang baru dari daftar yang tersedia dan ulangi fase iteratif 

hingga konvergensi. Fase ini berlanjut sampai medoid yang buruk terdeteksi. 

 

2.4.4 Deteksi Outlier 

Fase terakhir dari algoritma menangani outlier. Algoritma pendeteksian 

outlier yang diusulkan didasarkan pada pendekatan terdekat dan terjauh. Dimana D 

menjadi himpunan data, K menjadi jumlah klaster dan 𝑁𝑘 menjadi jumlah titik data 

di k klaster. Untuk mendeteksi outlier dalam sebuah klaster, cari titik terjauh (𝑁𝑘  

/K) * 0,1 dari medoid 𝑚𝑘. Ini menyiratkan bahwa untuk masing-masing klaster, 

titik data yang jauh dari medoids yang sesuai dihitung. Untuk masing-masing poin, 

menemukan lokasi yang berhubungan dengan jarak terkecil dari poin yang tersisa. 

Jika lokasi data yang dipilih titik katakanlah 𝑂𝑖 mengandung kurang dari c jumlah 

titik data di dalamnya, maka titik data dianggap sebagai pencilan (Outlier), di mana 

c adalah nilai ambang batas. Lokalitas 𝑂𝑖 didefinisikan sebagai ruang dalam jarak 

δo, di mana δo adalah jarak minimum 𝑂𝑖 ke titik data terjauh yang dipilih.  

Karena pemilihan medoid kami didasarkan pada pendekatan berbasis jarak, 

kemungkinan besar itu outlier dapat dipilih sebagai medoid selama fase inisialisasi. 

Sebuah medoid dalam kasus seperti itu, dianggap tidak baik, jika itu mengandung 

kurang dari (𝑁 𝐾⁄ ) ∗ 0,1 poin di dalamnya. Karena klaster pencilan (outlier) dengan 

hanya jumlah minimum titik data yang bisa ditemukan medoid tidak baik secara 

efektif menggunakan kriteria ini. Dengan mengganti medoid yang tidak baik 

dengan poin baru dari daftar medoid, dan melakukan penugasan poin ke medoids. 

Fase ini berakhir sampai medoid yang tidak baik dilaporkan oleh algoritma. 

 

2.4.5 Evaluasi Kemurnian Cluster 

Ukuran kemurnian adalah kriteria evaluasi eksternal yang mengevaluasi 

kualitas cluster sesuai dengan sampel berlabel tersedia (Manning dkk., 2008). 

Cluster dianggap murni jika berisi objek berlabel dari satu dan hanya satu kelas. 

Sebaliknya, sebuah cluster dianggap tidak murni jika berisi objek berlabel dari 

banyak kelas yang berbeda. Kemurnian dihitung seperti yang ditunjukkan pada 2.4.  
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𝑝𝑢𝑟𝑖𝑡𝑦(Ω, C) =
1

N
∑ maxj |CkᴖWj|

k
                                                            (2.5) 

 

di mana Ω = 𝑊1,𝑊2 ..... 𝑊𝑗  adalah himpunan kelas dan C = 𝐶1, 𝐶2, ...., 𝐶𝑘 adalah 

himpunan klaster. Clustering yang tidak baik memiliki kemurnian nilai mendekati 

0, clustering yang sempurna memiliki kemurnian 1, ukuran ini hanya berlaku untuk 

sampel berlabel  kelas atau labeling setiap data point yang tersedia. 

 

2.4.6 Algoritma Utama 

Garis besar dari dua algoritma utama yang diterapkan disajikan pada bagian 

ini. Algoritma yang pertama adalah pengelompokan K-medoids termasuk fase 

deteksi inisialisasi, iteratif dan outlier. Algoritma untuk mengevaluasi klaster 

didasarkan pada ukuran DBI dan Assign Points didasarkan pada kesamaan setiap 

titik data dengan medoids. Algoritma dua adalah satu untuk perhitungan jarak 

antara dua objek data yang heterogen. 

Algoritma K-medoids Clustering 

Procedure K-medoids Clustering(K, D, A, B) 

Input- K :Number of Clusters D :set of Data Points, A:A 

constants value, B:A small constants value 

Output-Clusters C1, C2, ...,Ck 

Begin 

[1.initialization Phase] 

S=random sample of sixe A.K 

[M = Set of potential medoids of size B, K ( m1, m2} computed 

from S by a greedy strategy] 

M = Greedy(S, B,K) 

[2. lterative Phase] 

Best Objective=∞ 

Mcurrent=Choose randomly {m1 m2... mk}∁M) 

repeat 

[Assign each datapoint to a medoid in Mcurrent based on the 

similarity measure} 

C = AssignPoints(Mcurren. D) 
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where  (C=[C1.C2...Ck] is the set of clusters) 

Objective Function = EvaluateClusters(C1.C...CK) 

if (ObjectiveFunction < BesOb jective) then 

BestOb jective =ObjectiveFunction 

𝑀𝑏𝑒𝑠𝑡=𝑀𝑐𝑢𝑟𝑟𝑒𝑛 

Compute bad medoids in 𝑀𝑏𝑒𝑠𝑡 

if (ObjectiveFunction >=threshold) then𝑀𝑐𝑢𝑟𝑟𝑒𝑛 

    end if 

Mbes m where me Mand me Mrres 

end if 

end if 

until rermination condition 

return 𝑀𝑏𝑒𝑠𝑡 

bess 

End 

end procedure 

 

2.5 Akreditasi Institusi Perguruan Tinggi 

Tolok ukur yang harus dipenuhi dalam penilaian akreditasi adalah kriteria. 

Kriteria akreditasi mempunyai beberapa parameter yang digunakan sebagai dasar 

penyajian data dan informasi mengenai kinerja, keadaan dan perangkat 

kependidikan perguruan tinggi, yang dituangkan dalam instrumen akreditasi 

institusi maupun program studi. Penetapan kelayakan perguruan tinggi untuk 

menyelenggarakan program-programnya dan perumusan rekomendasi perbaikan 

dan pembinaan mutu perguruan tinggi merupakan evaluasi dan penilaian mutu 

kinerja, keadaan dan perangkat kependidikan perguruan tinggi. Standar kriterian 

penilaian  perguruan tinggi mencakup standar tentang komitmen perguruan tinggi 

terhadap kapasitas institusional (institutional capacity) dan komitmen terhadap 

efektivitas program pendidikan (educational effectiveness) yang disebut kriteria 

akreditasi, yang dikemas dalam 9 instrumen kriteria akreditasi perguruan tinggi 

(BAN-PT, 2017). Yaitu ditunjukkan pada tabel 2.1 berikut 
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Tabel 2.1 Kriteria Akreditasi 

No. 

Kriteria 
Komponen 

I. Visi, misi, tujuan dan sasaran, serta strategi pencapaian 

II. 
Tata pamong, kepemimpinan, sistem pengelolaan, Umpan Balik, 

dan Kerjasama 

III. Mahasiswa 

IV. Sumber daya manusia 

V. Keuangan, Sarana dan Prasarana 

VI. Pendidikan 

VII. Penelitian 

VIII. Pengabdian Kepada Masyarakat 

IX. 
Luaran dan Capaiaan: hasil pendidikan, penelitian, dan 

pengabdian kepada masyarakat 

 

2.5.1 Matrik Akreditasi 

Matrik penilaian akreditasi perguruan tinggi disusun oleh BAN-PT untuk 

menilai mutu data pada perguruan tinggi sesuai dengan instrumen yang telah 

ditentukan dan mempunyai bobot dikarenakan data pada Perguruan Tinggi 

keakuratan, kesahihan, dan reliabilitas data PD-Dikti (Pangkalan Data Pendidikan 

Tinggi) menjadi tugas dari pusat data dan infomasi (PUSDATIN) untuk menjamin 

ketersediaan data yang akan digunakan oleh BAN-PT (BAN-PT, 2017). Penentuan 

nilai data penelitian ini dilakukan dengan penilaian matrik akreditasi, dijelaskan 

pada tabel berikut : 

 

Tabel 2.2 Rasio jumlah calon mahasiswa lulus seleksi  

Jika Rasio ≥ 3, maka 

Skor = 4 . 

Jika 1 < Rasio < 3, maka 

Skor = 1 + Rasio . 

Jika Rasio ≤ 1, maka 

Skor = 2 x Rasio. 

Rasio = 𝑁𝐴𝑖 / 𝑁𝐵𝑖  

𝑁𝐴𝑖 = Jumlah calon mahasiswa baru yang akan ikut seleksi pada program 

utama. i = 1, 2, …, atau 7.  

𝑁𝑏𝑖 = Jumlah pendaftar yang lulus seleksi pada jalur program utama. i = 1, 2, 

…, atau 7. 
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Tabel 2.3 Lama studi mahasiswa dalam 3 tahun terakhir 

Bobot Skor untuk program Doktor/Subspesialis: 

Jika 2,5 ≤ MS ≤ 3,5 

,maka Skor1 = 4 

 

Jika 2 ≤ MS < 2,5 ,maka 

Skor1 = (8 x MS) - 16 Jika MS < 2 atau MS > 

7,maka Skor1 = 0 

 

Jika 3,5 < MS ≤  7 ,maka 

Skor1 = (56 - (8 x MS)) / 7 

Bobot Skor untuk program Magister/Spesialis: 

Jika 1,5 ≤  MS ≤  2,5 

,maka Skor2 = 4 

 

 

Jika 1 ≤  MS < 1,5 ,maka 

Skor2 = (8 x MS) - 8 Jika MS < 1atau MS > 

4 ,maka Skor2 = 0 

 

Jika 2,5 < MS ≤  4 ,maka 

Skor2 = (32 - (8 x MS)) / 3 

Perhitungan Skor untuk program Profesi 1 Tahun 

 

Tabel 2.4 Rasio jumlah mahasiswa dan jumlah dosen tetap 

Jika 20 ≤  𝑅𝑀𝐷𝑇 ≤ 30 

, maka Skor = 4 . 

Jika 𝑅𝑀𝐷𝑇 < 20 , 

maka Skor = 𝑅𝑀𝐷𝑇 / 5 . 

Jika 30 < 𝑅𝑀𝐷𝑇 < 50 ,maka Skor 

= 10 - (𝑅𝑀𝐷𝑇 / 5) . 

Jika 𝑅𝑀𝐷𝑇 ≥ 50 , 

maka Skor = 0 . 

𝑅𝑀𝐷𝑇 = 𝑁𝑀 / 𝑁𝐷𝑇 

𝑁𝑀 = Jumlah mahasiswa baik reguler maupun pindahan pada program utama 

pada saat TS. 

𝑁𝐷𝑇 = Jumlah dosen tetap.  

 

Tabel 2.5 Rasio jumlah dosen tetap yang memiliki persyaratan dosen  

Rasio jumlah 

dosen tetap 

yang 

memenuhi 

persyaratan 

dosen 

terhadap 

Jika 𝑅𝐷𝑃𝑆 ≥ 12 

, maka Skor = 4  

Jika 6  𝑅𝐷𝑃𝑆   ≥  

12 ,maka Skor 

= 𝑅𝐷𝑃𝑆  / 3 . 

Jika 𝑅𝐷𝑃𝑆  < 6 , maka 

perguruan tinggi tidak 

terakreditasi. 

Keterangan: Data dosen tetap yang diperhitungkan pada laman 

PD-DIKTI. Jika terdapat program studi yang tidak memenuhi 

syarat (jumlah dosen ≤ 6), maka perguruan tinggi tidak 
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jumlah 

program studi 

terakreditasi. 𝑅𝐷𝑃𝑆  = NDT / NPSNDT = Jumlah dosen 

tetap.NPS = Jumlah program studi. 

 

2.6 Perhitungan Evaluasi clustering 

Evaluasi clustering dilakukan dengan tujuan untuk mengetahui seberapa baik 

kualitas dari hasil clustering. Pada penelitian ini, evaluasi hasil clustering yang 

digunakan adalah Davies-Bouldin Index. Davies-Bouldin Index merupakan salah 

satu metode untuk mengukur validitas cluster pada suatu metode clustering. 

Davies- Bouldin Index ini memaksimalkan jarak inter-cluster dan untuk mencoba 

dengan waktu yang sama untuk meminimalkan jarak antar titik dalam sebuah 

cluster. Jika jarak intercluster maksimal, berarti kesamaan karakteristik antar-

masing-masing cluster sedikit sehingga perbedaan antar-cluster terlihat lebih jelas. 

Jika jarak intra-cluster minimal berarti masing-masing objek dalam cluster tersebut 

memiliki tingkat kesamaan karakteristik yang tinggi (Wani dan Riyaz 2017). Untuk 

mendapatkan nilai Davies-Bouldin Index, perhitungannya adalah sebagai berikut : 

1. Menghitung variance masing-masing cluster terlebih dahulu 

𝑣𝑎𝑟(𝑥) =
1

𝑁−1
 ∑ (𝑥𝑖 − 𝑥̅)2𝑁

𝑖−1                                                               (2.6)  

dimana : 𝑥̅ : rata-rata dari cluster x dan N adalah jumlah anggota cluster dan 

var (x) adalah varian 

2. Menghitung davies bouldin index 

𝐷𝐵𝐼 =
1

𝐾
. ∑ 𝑅𝑖

𝐾
𝑖=1                                  (2.7) 

Dari penjelasan persamaan diatas, k adalah jumlah cluster, nilai davies bouldin yang 

diperoleh semakin kecil (non-negatif>=0) maka pengujian cluster hasil yang 

diperoleh dari pengelompokan semakin baik berdasarkan algoritma clustering yang 

dilakukan (Bates dan Kalita, 2016). 

Dengan 𝑅𝑖=𝑗=1,..𝑘,𝑖≠𝑗

max 𝑅𝑖𝑗                                 (2.8) 

Dan  
𝑖≠𝑗

𝑅𝑖𝑗 =
𝑣𝑎𝑟(𝐶𝑖)+𝑣𝑎𝑟(𝐶𝑗)

||𝑐𝑖 − 𝑐𝑗 ||
                                (2.9) 

dimana  Ci : cluster i dan ci adalah centroid dari cluster i. 
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2.7 Model Pengembangan Sistem Informasi 

Model waterfall dalam mengembangakan sistem adalah metode yang bisa 

dilakukan untuk membuat pembaruan sistem yang berjalan, model ini melakukan 

pedekatan secara sistematis. Pengembangan sistem dengan model waterfall 

dilakukan secara berskesinambungan dari satu tahap ke tahap berikutnya, jika salah 

satu tahap belum selesai maka tidak dapat dilanjutkan ke tahap berikutnya, 

pengembangan terstruktur dan terawasi akan menjaga kualitas software, sehingga 

dapat meminimalkan dalam kesalahan yang akan terjadi (Sommerville, 2011). 

Metode Waterfall merupakan metode  alur hidup klasik (classic life cycle) atau 

sekuensial linear (sequential linear). Metode Waterfall menyediakan pedekatan 

alur hidup perangkat lunak secara sekuensial atau terurut, dimulai dari analisis, 

desain, implementasi, deployment, dan support. Pengembangan perangkat lunak 

dengan menggunakan metode waterfall memiliki tahapan-tahapan analysis, desain, 

implementasi, testing, deployment dan maintenance (Shalahuddin, 2014). 


